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Big Data: Neue Entwicklungen im 
Datenbankbereich

• Semantic Web: RDF
• Datenströme
• Information Retrieval
• Graph Exploration
• Map Reduce: Massiv parallele Verarbeitung
• Peer to Peer Informationssysteme
• Key Value Stores / NoSQL
• Multi-Tenancy/Cloud-Datenbanken
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Semantic Web: Resource Description Framework (RDF)

Triple-Datenmodell

• (Subjekt, Prädikat, Objekt)

Meist graphische Visualisierung 
• Subjekte und Objekte sind Knoten
• Prädikate sind gerichtete Kanten 
- Von Subjekt-Knoten nach Objekt Knoten
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Beispiel-RDF-Graph

4



12/03/2021

2

5

Kurzform
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Namenlose Knoten
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Graph mit unbenannten Knoten
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SPARQL: Die RDF Anfragesprache

SELECT ?Var1 ?Var2 … $VarN
WHERE {Muster1. Muster2. … MusterM. }

PREFIX ex: <http://www.example.org>

SELECT ?AutorenDesOldenbourgVerlags WHERE
{  ?buch ex:Autor ?a.

?a ex:NachName ?AutorenDesOldenbourgVerlags.
?buch ex:verlegtBei <http://oldenbourg-verlag.de/wissenschaftsverlag>.

}
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SPARQL: Die RDF Anfragesprache

PREFIX ex: <http://www.example.org>

SELECT ?KempersBuecherTitel WHERE
{   ?KempersBuecher ex:Autor ?k.

?k ex:NachName "Kemper".
?KempersBuecher ex:Titel ?KempersBuecherTitel.

}
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SPARQL: Die RDF Anfragesprache
Union
PREFIX ex: <http://www.example.org>

SELECT ?KempersOderEicklersBuecherTitel WHERE
{ {   ?KempersBuecher ex:Autor ?k.

?k ex:NachName "Kemper".
?KempersBuecher ex:Titel ?KempersOderEicklersBuecherTitel.

} UNION
{   ?EicklersBuecher ex:Autor ?k.

?k ex:NachName "Eickler".
?EicklersBuecher ex:Titel ?KempersOderEicklersBuecherTitel.

} }
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SPARQL: Die RDF Anfragesprache
optional
PREFIX ex: <http://www.example.org>

SELECT ?KempersBuecherTitel ?KempersBuecherISBN WHERE
{   ?KempersBuecher ex:Autor ?k.

?k ex:NachName "Kemper".
?KempersBuecher ex:Titel ?KempersBuecherTitel. 
OPTIONAL {  ?KempersBuecher ex:hatISBN ?KempersBuecherISBN }

}
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SPARQL: Die RDF Anfragesprache
filter
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SPARQL: Die RDF Anfragesprache
count-Aggregation
PREFIX ex: <http://www.example.org>

SELECT COUNT ?verlag WHERE
{   

?buch ex:verlegtBei ?verlag.
}

Für SQL-affine Leser ist diese Anfrage etwas gewöhnungsbedürftig, da man ja in der Tat 
die Bücher zählen will. Die SPARQL-Formulierung zielt aber darauf ab, die Anzahl der 
Vorkommnisse des Musters „?buch ex:verlegtBei ?verlag“ für jeden ?verlag zu zählen.
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Implementierung einer RDF-Datenbank: RDF-3X
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B-Bäume … so viele wie möglich
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Kompressionstechnik: Dictionary und Präfix

Jedes Tripel (s,p,o) wird also genau 6 mal repliziert abgelegt -- allerdings 
in permutierter Subjekt/Prädikat/Objekt-Reihenfolge, nämlich 
• (p,s,o), (s,p,o), (p,o,s), (o,s,p), (s,o,p) und (o,p,s).

Zusätzlich gibt es noch die sogenannten aggregierten Indexe, die die 
Anzahl der Vorkommen des jeweiligen Musters repräsentieren. 

Zum Beispiel bedeutet der Eintrag (s,o,7), dass das Subjekt s siebenmal 
mit dem Objekt o in einer Beziehung steht -- mit beliebigem Prädikat.

Das Speichervolumen wird dadurch (dramatisch) reduziert, dass man in 
den Blättern der Bäume eine Präfix-Komprimierung durchführt. Z.B. wird 
in dem zweiten Eintrag des SPO-Baums das Subjekt 0 weggelassen, da 
es identisch zum ersten Eintrag ist. In dem vierten Eintrag kann sogar die 
Subjekt- und die Prädikat-Kennung weggelassen werden, da beide 
identisch zum dritten Eintrag sind
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Kompressionstechnik: Dictionary und Präfix

Es werden aber nicht nur gleiche Präfixe weggelassen; zusätzlich wird auch anstatt des jeweiligen 
Codes nur die Differenz zum Code des Vorgänger-Tripels gespeichert. Der letzte Eintrag im SPO-
Baum würde demnach als (-,1,1) gespeichert, da er in der ersten Komponente identisch zum 
Vorgänger-Tripel ist, in der zweiten und dritten Komponente ist die Differenz zum Vorgänger-Tripel 
jeweils 1. 

Diese Kompression ist sehr effektiv, da die Tripel in den Blattknoten ja fortlaufend sortiert sind und 
sich deshalb immer nur geringfügig vom Vorgänger-Tripel unterscheiden. 

Als Anker für diese Differenz-Kompression wird auf jeder Blatt-Seite immer nur ein vollständiges 
Tripel, nämlich das Erste, gespeichert.
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Anfrageauswertung
PREFIX ex: <http://www.example.org>

SELECT REDUCED ?AutorenDesOldenbourgVerlags WHERE
{ ?buch ex:Autor ?a.

?a ex:NachName ?AutorenDesOldenbourgVerlags.
?buch ex:verlegtBei <http://oldenbourg-verlag.de/wissenschaftsverlag>.

}

SELECT REDUCED ?AutorenDesOldenbourgVerlags WHERE
{   ?buch 7 ?a.

?a 11 ?AutorenDesOldenbourgVerlags.
?buch 3 4.

}

Dict-Lookup

20
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Merge-Joins … so weit das Auge reicht …

21

Datenströme
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Datenbank versus Datenstrom
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Beispiel-Datenstrom
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Datenstrom-Definition und einfache Anfrage
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Subskriptions-Anfrage
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Prädikat-Index

27

Bereichsanfrage
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R-Baum-Index
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Fenster-Anfrage
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Auswertung: Short Auctions

31

Sliding Windows
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Überlappende Fenster

33

Hot Items-Anfrage
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Auswertung: Hot Item

35

Information Retrieval

Informationsexplosion im Internet

Ranking von Dokumenten um relevante Information zu finden

Ähnlichkeit von Dokumenten (Dissertationen) zu erkennen
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TF-IDF: Term Frequency – Inverse Document Frequency
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Relevanz-Ranking am Beispiel
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Relevanz-Ranking am Beispiel

39

Invertierte Indexierung
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Page Rank: Grundidee
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Page Rank: Grundidee
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Mathematisches Modell des PageRank
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Mathematisches Modell des PageRank: unser Beispiel
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Konvergenz und Dämpfung

45

PageRank für größeren Graph [aus Wikipedia]
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HITS-Algorithmus: Hubs und Autoritäten
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HITS-Algorithmus: Hubs und Autoritäten
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Relationale HITS-Modellierung

49

Algorithmus

50

Algorithmus … in SQL

51

Graph Exploration

Analyse großer sozialer Netzwerke (Facebook, Twitter, Instagram, etc)

Analyse von Kommunikationsnetzen

…

52
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Darstellung von Graphen21.4 Graph-Exploration (Graph Mining) 761

Abbildung 21.13: Ein gerichteter Graph mit Kanten-Label

Abbildung 21.14: Die Darstellung des Graphen als Adjazenzliste

Die zu diesem Graphen gehörende Adjazenzmatrix A sieht wie folgt aus:

A =

⎛

⎜
⎜
⎜
⎜
⎜
⎜
⎝

0 A 0 0 0
0 0 B 0 C
0 0 0 D 0
0 0 0 0 F
E 0 G 0 0

⎞

⎟
⎟
⎟
⎟
⎟
⎟
⎠

Solche Adjazenzmatrizen stellen eine sinnvolle Repräsentation dar, wenn man es
mit sehr dichten Graphen (also Graphen mit sehr vielen Kanten) zu tun hat, da man
dann für die Graphexploration die effiziente Matrixalgebra nutzen kann. Man kann
sich aber leicht vorstellen, dass diese Matrix ins „Uferlose“ wächst, genauer gesagt,
dass die Speicherkosten quadratisch in der Anzahl der Knoten sind. Bei sehr großen
Graphen, man denke etwa an das soziale Netzwerk Facebook, hätte man mehrere
Milliarden Knoten, aber vergleichsweise wenige Kanten, da die meisten Menschen
sich nicht direkt kennen.

Eine Möglichkeit, die Speicherkosten auf die Anzahl der tatsächlich vorhande-
nen Kanten zu beschränken, besteht in der Adjazenzlisten-Darstellung, die in Ab-
bildung 21.14 gezeigt ist.

Hier ist der Speicherverbrauch proportional zur Anzahl der Knoten (obere Reihe
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Adjazenzlisten-Darstellung
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Adjazenzmatrix
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Verzeigerte Adjazenzlisten-Struktur
762 21. Big Data

Abbildung 21.15: Die vollständig verzeigerte Adjazenzlisten-Struktur

der Objekte in der Abbildung) plus der Anzahl der tatsächlich vorhandenen Kanten
(untere Objekte in der Abbildung).

Für die effiziente Navigation im Hauptspeicher innerhalb der Adjazenzlisten-
Struktur bietet sich eine vollständige Verzeigerung der Adjazenlisten-Objekte an,
wie sie in Abbildung 21.15 gezeigt ist.

Anstatt der Adjazenzlisten-Darstellung, bei der die Kanten im Mittelpunkt ste-
hen, kann man aber auch die Adjazenzmatrix direkt komprimieren, um die Spei-
cherkosten einzudämmen. In der Praxis sind nämlich die meisten Einträge der Ad-
jazenzmatrix Null, so dass sie sich gut komprimieren lässt. In vielen analytischen
Graph-Datenbanken wird deshalb ein aus der Numerik bekanntes Kompressionsver-
fahren für derartige dünn besetzte Matrizen verwendet, das sich Compressed Sparse
Rows (CSR) oder auch Compressed Row Storage (CRS) nennt.

Die in der Adjazenzmatrix vorhandenen, nicht-Null-Werte werden Zeile für Zeile
in einem Werte-Vektor abgespeichert:

Werte =

(

A B C D F E G
(0, 1) (1, 2) (1, 4) (2, 3) (3, 4) (4, 0) (4, 2)

)

Wir haben unten zu jedem Wert auch noch deren Indexposition (i, j) in der
Adjazenzmatrix A notiert; diese sind allerdings nicht abgespeichert. Stattdessen gibt
es zwei zusätzliche Vektoren: SpaltenIndex und ZeilenPtr. Der Vektor SpaltenIndex
enthält für jeden Wert dessen Spalten-Index. Für unser Beispiel hat er also folgende
Form:

SpaltenIndex =

(

1 2 4 3 4 0 2
(0) (1 ) (2) (3) (4 )

)

Unterhalb der gespeicherten Werte haben wir noch die Zeilenindexe annotiert,
innerhalb derer diese Spaltenindexe liegen. Wiederum sind diese Zeilenindexe nicht
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Compressed sparse rows (CSR)

762 21. Big Data

Abbildung 21.15: Die vollständig verzeigerte Adjazenzlisten-Struktur
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gespeichert sondern werden in dem separaten ZeilenPtr -Vektor repräsentiert. Dieser
Vektor stellt eine sogenannte Präfixsumme dar. Das heißt, der i-te Wert gibt an,
wieviele Werte es in den Zeilen 0 bis i− 1 insgesamt gibt. Für unser Beispiel ergibt
sich dann folgender Vektor:

ZeilenPtr =

(

0 1 3 4 5 7
(< 0) (0..0) (0..1) (0..2) (0..3) (0..4)

)

Dieser Vektor enthält also eine Präfixsumme mehr als es Zeilen in der ursprüngli-
chen Adjazenzmatrix A gibt. Der letzte Wert in ZeilenPtr entspricht also der Anzahl
der im Werte-Vektor abgespeicherten Werte. Der Anfangswert von ZeilenPtr ist im-
mer 0.

Die Rekonstruktion der ursprünglichen Adjazenzmatrix aus den drei Vektoren
Werte, SpaltenIndex und ZeilenPtr des CSR macht sich folgende Äquivalenz zu
Nutze:

Aij = Wert [k] ⇐⇒ SpaltenIndex [k] = j ∧ ZeilenPtr [i] ≤ k < ZeilenPtr [i+1]

Die Rekonstruktion – beispielsweise der Zeile 1 der Matrix A – geschieht dann
wie folgt: Die Einträge 1 bzw. 3 an den Positionen 1 und 2 des Vektors Zeilen-
Ptr zeigen an, dass die Zeile 1 insgesamt 3 − 1 = 2 nicht-Null-Einträge hat. Diese
Adjazenzmatrizen-Werte findet man also an den Positionen 1 und 2 des Werte-
Vektors, also B und C. Anhand des SpaltenIndex -Vektors ermittelt man dann noch,
dass sie zu den Spalten 2 und 4 gehören, also ergibt sich A12 = B und A14 = C.
Für die automatische Rekonstruktion baut man sich natürlich einen entsprechenden
Iterator, der die nicht-Null-Einträge der Adjazenzmatrix mitsamt ihren Zeile/Spalte-
Indexpositionen der Reihe nach zurückgibt. Dies sei den Lesern als Übung empfoh-
len.

Der gravierende Nachteil der komprimierten CSR-Darstellung besteht in der feh-
lenden inkrementellen Update-Fähigkeit dieser Struktur, so dass (kleinste) Änderun-
gen der Graphstruktur sehr hohe Änderungskosten (i.d.R. die Neuberechnung) der
CSR-Struktur nach sich ziehen. Dies ist der Preis den man für die durch die Kom-
primierung erzielte dichte Speicherstruktur der CSR-Repräsentation „zahlen“ muss.

21.4.2 Zentralitätsmaße

Als ein besonders wichtiges Konzept für die Exploration großer Netzwerke hat sich
die sogenannte Zentralität einzelner Knoten oder Teilstrukturen herausgestellt. Die-
se Technik wurde ursprünglich in den Sozialwissenschaften entwickelt; kann aber
auch auf physische Ressourcen-Netzstrukturen angewendet werden. Es gibt meh-
rere unterschiedliche Zentralitäts-Indizes, von denen wir einige wenige nachfolgend
beschreiben werden. Alle Indizes lassen sich sowohl auf ungerichtete als auch auf
gerichtete Graphen anwenden.

21.4.3 Verbindungs-Zentralität (Degree Centrality)

Bei diesem Zentralitätsmaß werden die Knoten entsprechend der Anzahl ihrer Ver-
bindungen (dem Grad) mit anderen Knoten bewertet. Je mehr Verbindungen ein
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Rekonstruktion aus der CSR
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gespeichert sondern werden in dem separaten ZeilenPtr -Vektor repräsentiert. Dieser
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(

0 1 3 4 5 7
(< 0) (0..0) (0..1) (0..2) (0..3) (0..4)

)

Dieser Vektor enthält also eine Präfixsumme mehr als es Zeilen in der ursprüngli-
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der im Werte-Vektor abgespeicherten Werte. Der Anfangswert von ZeilenPtr ist im-
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Die Rekonstruktion – beispielsweise der Zeile 1 der Matrix A – geschieht dann
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Indexpositionen der Reihe nach zurückgibt. Dies sei den Lesern als Übung empfoh-
len.
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se Technik wurde ursprünglich in den Sozialwissenschaften entwickelt; kann aber
auch auf physische Ressourcen-Netzstrukturen angewendet werden. Es gibt meh-
rere unterschiedliche Zentralitäts-Indizes, von denen wir einige wenige nachfolgend
beschreiben werden. Alle Indizes lassen sich sowohl auf ungerichtete als auch auf
gerichtete Graphen anwenden.

21.4.3 Verbindungs-Zentralität (Degree Centrality)

Bei diesem Zentralitätsmaß werden die Knoten entsprechend der Anzahl ihrer Ver-
bindungen (dem Grad) mit anderen Knoten bewertet. Je mehr Verbindungen ein
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Knoten (Aktor) mit anderen Knoten hat, desto einflussreicher gilt er. Für einen
Graphen G = (V,E) mit |V | Knoten und |E| Kanten ergibt sich also pro Knoten
diese Maßzahl:

CD(V ) = degree(v)

.
Bei gerichteten Kanten ist sowohl die Anzahl der ausgehenden (out-degree cen-

trality) also auch der eingehenden (in-degree centrality) Kanten interessant. In so-
zialen Netzwerken messen diese beispielsweise die „Beliebtheit“ (in-degree) bzw. die
„Kontaktfreudigkeit“ (out-degree) einer Person. Wenn der Graph in der Form einer
Adjazenzmatrix repräsentiert ist, kann man die Berechnung aller Knotenwerte CD(v)
in einem Durchlauf, also mit quadratischer Komplexität O(|V |2) durchführen. Die
Konzeption dieses Algorithmus sei den Lesern als Übungsaufgabe empfohlen.

Das Zentralitätsmaß lässt sich auch auf einen gesamten Graphen anwenden, um
somit z.B. Teilgraphen eines sozialen Netzwerks hinsichtlich ihrer Zentralität be-
werten zu können. Hierzu wird die Verbindungs-Zentralität als Maßzahl zwischen 0
und 1 berechnet. Als zentralster Graph mit n Knoten, der demzufolge die Maßzahl
1 zugewiesen bekommt, gilt der sternförmige Graph mit einem „mittleren“ Knoten
und n−1 „äußeren“ Knoten, die nur mit dem mittleren Knoten verbunden sind. Der
„un-zentralste“ Graph ist die sogenannte Clique (vollständiger Graph), bei der alle
Knoten mit allen anderen Knoten verbunden sind.

Die Verbindungszentralität eines Graphen G = (V,E) wird demzufolge als die
Summe des Grad-Unterschieds des zentralsten Knotens, genannt v∗, zu allen anderen
Knoten berechnet:

CD(G) =
|V |
∑

i=1

[CD(v
∗)− CD(vi)]

Dieser Wert ist natürlich (für sehr große unregelmäßige Graphen) unbeschränkt in
der Größe; er lässt sich aber leicht auf einen Wert zwischen 0 und 1 normieren, indem
man ihn durch den Zentralitätswert des sternförmigen Graphen mit |V | Knoten teilt.
Der sternförmige Graph G∗ hat nämlich einen zentralen Knoten, der sich hinsichtlich
seines Grads um den Wert |V |− 2 von allen anderen |V |− 1 Knoten unterscheidet.
Also ergibt sich für die Summe der Unterschiede

CD(G
∗) =

|V |
∑

i=1

[CD(v∗)− CD(vi)] = (|V |− 2)(|V |− 1)

Also ergibt sich als normierter Wert für einen allgemeinen Graphen G

C ′D(G) = CD(G)/[(|V |− 2)(|V |− 1)]

.
Die Leser mögen sich vergewissern, dass der normierte Zentralitätswert des stern-

förmigen Graphen tatsächlich 1 ist – und der normierte Wert der Clique sich zu 0
berechnet.

21.4.4 Nähe-Zentralität (Closeness Centrality)

Hiermit wird pro Knoten ein Maß berechnet, das die Nähe (oder umgekehrt die
Entfernung) des Knotens zu allen anderen Knoten des Graphen darstellt:
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C(v) =
1

∑

y∈V d(y, v)

Hierbei ist d(y, v) der Abstand zwischen y und v, also die Länge des kürzesten Weges
zwischen den beiden Knoten.

Wenn der Graph aus mehreren Zusammenhangskomponenten besteht, gibt es
Knoten, die unendlich weit voneinander entfernt sind. Insofern ist die nachfolgende
Formel besser geeignet:

H(v) =
∑

v ̸=y∈V

1/d(y, v)

Hierbei definiert man 1/∞ als 0.
Einige Forscher haben vorgeschlagen die relative Nähe zweier Knoten stärker

(in Richtung Nähe) zu gewichten als weiter entfernte Knoten. Dafür dient folgende
Formel:

D(v) =
∑

v ̸=y∈V

1

2d(y,v)

21.4.5 Pfad-Zentralität (Betweenness Centrality)

Bei diesem Zentralitätsmaß werden Knoten priorisiert, die eine hohe Bedeutung
für die Verbindung von (anderen) Knotenpaaren besitzen. Das heißt, wenn viele
kürzeste Wege von Knotenpaaren über diesen Knoten führen, hat er eine hohe Pfad-
Zentralität (oder betweenness-Zentralität).

Für einen Knoten v im Graph G = (V,E) wird also dieser Wert wie folgt be-
stimmt:

1. Für jedes Knotenpaar (s, t) berechne deren kürzeste Pfade im Graphen.

2. Bestimme die Anzahl der kürzesten Pfade von s nach t als σst.

3. Für jedes Knotenpaar (s, t) bestimme die Anzahl der kürzesten Pfade, die
durch den betrachteten Knoten v verlaufen. Dieser Wert sei als σst(v) bezeich-
net.

Als kompakte Formel wird also die Pfad-Zentralität CB(v) wie folgt bestimmt:

CB(v) =
∑

s ̸=v ̸=t∈V

(σst(v)/σst)

Den höchsten Wert für die Pfad-Zentralität erreicht der „mittlere“ Knoten in
einem Stern-Graphen, da alle kürzesten Wege durch diesen Knoten führen. Bei n
Knoten nimmt dieser Knoten also den CB(v) Wert von

[(n− 1)(n− 2)]/2

im ungerichteten Graph an (sofern man ungerichtete Pfade nicht doppelt zählt).
Auf der Basis dieser Betrachtung kann man den Zentralitätswert so normieren, dass
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Formel:

D(v) =
∑

v ̸=y∈V
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21.4.5 Pfad-Zentralität (Betweenness Centrality)

Bei diesem Zentralitätsmaß werden Knoten priorisiert, die eine hohe Bedeutung
für die Verbindung von (anderen) Knotenpaaren besitzen. Das heißt, wenn viele
kürzeste Wege von Knotenpaaren über diesen Knoten führen, hat er eine hohe Pfad-
Zentralität (oder betweenness-Zentralität).

Für einen Knoten v im Graph G = (V,E) wird also dieser Wert wie folgt be-
stimmt:

1. Für jedes Knotenpaar (s, t) berechne deren kürzeste Pfade im Graphen.

2. Bestimme die Anzahl der kürzesten Pfade von s nach t als σst.

3. Für jedes Knotenpaar (s, t) bestimme die Anzahl der kürzesten Pfade, die
durch den betrachteten Knoten v verlaufen. Dieser Wert sei als σst(v) bezeich-
net.

Als kompakte Formel wird also die Pfad-Zentralität CB(v) wie folgt bestimmt:

CB(v) =
∑

s ̸=v ̸=t∈V

(σst(v)/σst)

Den höchsten Wert für die Pfad-Zentralität erreicht der „mittlere“ Knoten in
einem Stern-Graphen, da alle kürzesten Wege durch diesen Knoten führen. Bei n
Knoten nimmt dieser Knoten also den CB(v) Wert von

[(n− 1)(n− 2)]/2

im ungerichteten Graph an (sofern man ungerichtete Pfade nicht doppelt zählt).
Auf der Basis dieser Betrachtung kann man den Zentralitätswert so normieren, dass
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Mapper Reducer

Abbildung 21.16: Das klassische MapReduce-Beispiel: Word Count

er immer Werte zwischen 0 und 1 annimmt. Der normierte Wert C∗B(v) wird also
relativ zum zentralen Knoten in einem Stern-Graphen mit gleich vielen Knoten so
berechnet:

C∗B(v) = CB(v)/[((n− 1)(n− 2))/2] =
Σs ̸=v ̸=t∈V (σst(v)/σst)

[(n− 1)(n− 2)]/2

21.5 MapReduce: Massiv parallele
Datenverarbeitung

MapReduce wurde von den Google-Mitarbeitern Dean und Ghemawat (2004) als
Programmiermodell für massiv parallele Datenverarbeitung auf sehr großen Com-
puter-Clustern mit Tausenden von Rechnern vorgestellt. Konzeptuell ist dieses Mo-
dell nicht neu, sondern orientiert sich an den aus der funktionalen Programmierung
bekannten map und reduce Funktionen. Der Nutzen dieses Modells resultiert aus
der dafür gebauten Infrastruktur, die die physischen Ressourcen (Rechner und Spei-
cher) effektiv verwaltet und zuordnet, um die Programmierer von diesen Aufgaben zu
befreien. Die Grundstruktur eines MapReduce-Programms soll an dem klassischen
word count-Beispiel gezeigt werden (siehe Abbildung 21.16). Dabei werden Doku-
mente zunächst in die Mapper geladen, dort in Token (Begriffe) zerlegt und für jeden
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Map Reduce
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Join mit Map Reduce
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Verbesserung nach Ullman
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Map Reduce Skripsprache: PigLatin
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Auswertung des HITS Algorithmus
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Peer to Peer-Informationssysteme

Seti@Home
• P2P number crunching

Napster
• P2P file sharing / Informationsmanagement
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Napster-Architektur
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Gnutella-Architektur
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DHT: Distributed Hash Table

Basieren auf „consistent hashing“

Vollständige Dezentralisierung der Kontrolle

Dennoch zielgerichtete Suche
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CHORD

75

CAN
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No-SQL Datenbanken

Internet-scale Skalierbarkeit
CAP-Theorem: nur 2 von 3 Wünschen erfüllbar
• Konsistenz (Consistency)
• Zuverläassigkeit/Verfügbarkeit (Availability)
• Partitionierungs-Toleranz
No-SQL Datenbanksysteme verteilen die Last innerhalb eines Clusters/Netzwerks
• Dabei kommen oft DHT-Techniken zum Einsatz
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Schnittstelle der No-SQL Datenbanken

Insert(k,v)
Lookup(k)
Delete(k)

Extrem einfach è effizient
Aber: wer macht denn die Joins/Selektionen/…
• è das Anwendungsprogramm

78

Konsistenzmodell: CAP

Relaxiertes Konsistenzmodell
• Replizierte Daten haben nicht alle den neuesten Zustand
- Vermeidung des (teuren) Zwei-Phasen-Commit-Protokolls

• Transaktionen könnten veraltete Daten zu lesen bekommen
• Eventual Consistency
- Würde man das System anhalten, würden alle Kopien irgendwann (also eventually) in denselben Zustand 

übergehen
• Read your Writes-Garantie
- Tx leist auf jeden Fall ihre eigenen Änderungen

• Monotonic Read-Garantie
- Tx würde beim wiederholten Lesen keinen älteren Zustand als den vorher mal sichtbaren lesen
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Systeme

MongoDB
Cassandra
Dynamo
BigTable
Hstore
SimpleDB
S3
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Multi-Tenancy / Cloud-Datenbanken

81

Multi-Tenancy Datenbankarchitekturen
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Shared Tables
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Private Relationen
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Erweiterungs-Relationen

85

Universal Relation
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Zerlegung: Pivot-Relationen
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Ballung logisch verwandter Werte: Chunk Tables
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Key/Value-Store

89

XML-basiertes Schema
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